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Kurzfassung

Bei der Mensh-Mashine-Interaktion spielt die Verfolgung und Identi�zierung von

Personen eine wihtige Rolle. Im Rahmen dieser Arbeit ist für den Servieroboter

�Lisa �, der Arbeitsgruppe �Aktives Sehen �, ein Framework erstellt worden, um ver-

shiedene Verfahren zur Erkennung, Verfolgung und Identi�zierung von Personen

zu kombinieren. Zuerst wird mittels 2D Lasersan eine Beindetektion durhgeführt

um Hypothesen für Personen aufzustellen. Diese Annahme muss noh durh eine

Analyse der Kinet-Punktewolke bestätigt werden. Nah erfolgreiher Bestätigung

wird ein Online-Boosting auf RGB-Daten zur Identi�zierung durhgeführt. Die

Beindaten werden zudem mit einem linearen Kalman-Filter für die Shätzung der

Personenbewegung genutzt. Durh die Kombination von Kalman-Filter mit Bein-

detektion und Online-Boosting soll Personenverfolgung ermögliht werden. Des

Weiteren soll eine Verwehslung von Personen - durh kurzzeitige Verdekung oder

fehlerhaftes assoziieren von Beinen - verhindert werden.

Abstrat

In the man-mahine interation traking and identi�ation of individuals plays

an important role. In this work, a framework for the servie-robot �Lisa �,of the

Ative Vision Group, has been reated to ombine di�erent methods for the dete-

tion, traking and identi�ation of individuals. First leg detetion is performed to

establish hypotheses for people using a 2D-lasersan. This assumption needs to be

on�rmed by an analysis of the Kinet point loud. After suessful on�rmation

online-boosting on RGB-data is performed for identi�ation. The leg data will also

be used with a linear Kalman �lter to estimate the movement of people. Through

the ombination of of Kalman �lter with leg detetion and online-boosting people

traking should be enabled. Further reeiving an interhange of persons should -

by brief olusion or faulty assoiate of legs - an be prevented.





5

Erklärung

Ih versihere, dass ih die vorliegende Arbeit selbständig verfasst und keine an-

deren als die angegebenen Quellen und Hilfsmittel benutzt habe und dass die

Arbeit in gleiher oder ähnliher Form noh keiner anderen Prüfungsbehörde vor-

gelegen hat und von dieser als Teil einer Prüfungsleistung angenommen wurde.

Alle Ausführungen, die wörtlih oder sinngemäÿ übernommen wurden, sind als

solhe gekennzeihnet.

Die Vereinbarung der Arbeitsgruppe für Studien- und Abshlussarbeiten habe

ih gelesen und anerkannt, insbesondere die Regelung des Nutzungsrehts.

Mit der Einstellung dieser Arbeit in die Bibliothek bin ih einver-

standen.

ja � nein �

Der Verö�entlihung dieser Arbeit im Internet stimme ih zu. ja � nein �

Koblenz, den 18. Dezember 2013





Inhaltsverzeihnis

1 Einleitung 13

1.1 Motivation und Ziele . . . . . . . . . . . . . . . . . . . . . . . . . . 13

1.2 Aufbau der Arbeit . . . . . . . . . . . . . . . . . . . . . . . . . . . 14

2 Theoretishe Grundlagen 17

2.1 Beindetektion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

2.2 Online-Boosting . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19

2.2.1 AdaBoost . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19

2.2.2 Erweiterung des AdaBoost . . . . . . . . . . . . . . . . . . . 24

2.3 Kalman-Filter . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

2.3.1 Begri�e . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

2.3.2 Bayes-Filter . . . . . . . . . . . . . . . . . . . . . . . . . . . 30

2.3.3 Lineare Kalman-Filter . . . . . . . . . . . . . . . . . . . . . 31

2.4 Zusammenfassung . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34

3 Implementierung 37

3.1 Robot-Operating-System . . . . . . . . . . . . . . . . . . . . . . . . 37

3.2 Systemüberblik . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38

3.2.1 Messages . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 38

3.2.2 Nodes . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39

3.3 Systemablauf . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

3.4 Zusammenfassung . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45

4 Evaluation 47

4.1 Testumgebung und Testszenario . . . . . . . . . . . . . . . . . . . . 47

4.2 Ergebnisse der neuen Implementierung . . . . . . . . . . . . . . . . 48

4.2.1 Erkennung . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

4.2.2 Vergleih Traking ohne Online-Boosting . . . . . . . . . . . 50

4.2.3 Geshwindigkeit . . . . . . . . . . . . . . . . . . . . . . . . . 50

4.3 Zusammenfassung . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53

7



8 INHALTSVERZEICHNIS

5 Zusammenfassung 55

5.1 Fazit . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

5.2 Ausblik . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57



Tabellenverzeihnis

4.1 Zeit zum Lernen eines Pathes . . . . . . . . . . . . . . . . . . . . . 51

4.2 Zeit zum aktualisieren eines Online-Boosters . . . . . . . . . . . . . 51

4.3 Zeit für einen Ablauf . . . . . . . . . . . . . . . . . . . . . . . . . . 52

4.4 Zeit zum initialisieren eines Online-Boosters . . . . . . . . . . . . . 53

9





Abbildungsverzeihnis

2.1 Segmentierung von 2D-Laserdaten . . . . . . . . . . . . . . . . . . . 18

2.2 Beipiel für Kreis- und Liniensegment . . . . . . . . . . . . . . . . . 19

2.3 Generalisierungsfehler und Margin . . . . . . . . . . . . . . . . . . . 23

2.4 OnlineBoosting und Merkmalselektion . . . . . . . . . . . . . . . . 26

2.5 Beispiel für den Kalman-Filter . . . . . . . . . . . . . . . . . . . . . 35

3.1 Basiskonzept von ROS, nah [ros13b℄ . . . . . . . . . . . . . . . . . 38

3.2 Ablauf der Beindetektion . . . . . . . . . . . . . . . . . . . . . . . . 39

3.3 Übersiht einer Szene mit Darstellung der Bein- und Oberkörperdaten 41

3.4 9 zu lernende Bildbereihe . . . . . . . . . . . . . . . . . . . . . . . 42

3.5 Übersiht der PeopleTrakingModules . . . . . . . . . . . . . . . . . 43

3.6 Shematisher Ablauf einer Korrektur mit Online-Boosting . . . . . 45

4.1 Gra�ken zum Testszenario . . . . . . . . . . . . . . . . . . . . . . . 48

4.2 Vergleih des Traking mit und ohne Online-Boosting . . . . . . . . 50

11





Kapitel 1

Einleitung

In diesem Kapitel steht im ersten Abshnitt die Motivation und die Ziele der Arbeit.

Im zweiten Abshnitt wird die Gliederung der Arbeit beshrieben.

1.1 Motivation und Ziele

Immer mehr Roboter halten Einzug in unser alltäglihes Leben, um uns Aufgaben

abzunehmen und unser Leben komfortabler zu gestalten. Derzeit handelt es sih

dabei um einfahe Roboter, welhe für einen speziellen Zwek entworfen wurden,

um zum Beispiel Staub zu saugen oder den Rasen zu mähen. Um aber einer groÿen

Anzahl an Robotern im Haus entgegen zu wirken sollen Roboter allerdings mehr

als nur eine Aufgabe können. Sie sollen am besten alles können.

Dieser Entwiklung folgt die RoboCup�Home-Liga. Forsher aus der ganzen

Welt nehmen daran teil um gegenseitig ihrem aktuellen Entwiklungsstand in

bestimmten Challenges zu messen, aber vor allem um Ihre Erfahrung und Ent-

wiklung mit anderen zu teilen. Ein Teil dieser Entwiklung ist, neben einer gu-

ten Navigation und Interaktion im Haushalt, auh die Personenerkennung und

-wiedererkennung. In der RoboCup�Home-Liga wird eine solhe Personenerken-

nung in vershiedenen Challenges benötigt, speziell in der Challenge Follow Me,

bei der ein Servieroboter einer zu Beginn unbekannten Person (Operator) durh

unbekanntes Gebiet folgen soll. Hierbei werden vershiedene Hürden gestellt, wel-

he es zu meistern gilt. Eine dieser Hürden ist das absihtlihe Kreuzen des Weges

zwishen Operator und Roboter durh eine weitere Person. In einer solhes Situati-

on darf der Roboter seinen Operator niht verlieren und plötzlih jemand anderem

folgen. Der Roboter hat die Aufgabe zu erkennen, dass es sih um zwei vershie-

dene Personen handelt, wobei die Shwierigkeit darin besteht, dass der eigentlihe

Operator beim Kreuzen des Weges eine gewisse Zeit niht sihtbar ist.
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14 KAPITEL 1. EINLEITUNG

Ziel dieser Arbeit ist es ein System zu entwikeln, welhes in der Lage ist

Personen über ihre Beinen zu detektieren und mit einem Online-Boosting Ver-

fahren auf Grauwertbildern zu erlernen und zu erkennen. Die Beine eines Men-

shen werden hierbei über ein geometrishes Modell - ein Halbkreis - in einem 2D-

Lasersan auf 40 m Höhe gesuht. Gefundene Beinpaare werden in einem Multi-

Target-Traker verarbeitet. Der Multi-Target-Traker arbeitet auf Basis des linea-

ren Kalman-Filters für Poseshätzung und ist erweitert mit Trak-Management

und Datenassoziation. Damit fehlerhafte Detektionen weniger Auswirkung haben

müssen Beinpaare über einen längeren Zeitraum sihtbar sein. Gleihzeitig wird

für jedes Target ein Online-Boosting erstellt, welhes auf Grauwertbildern arbei-

tet und mit welhem es möglih ist Personen wieder zuerkennen. Das System soll

shnell arbeiten und nah einer kurzen Lernphase Personen robust auseinander

halten können.

Die vorhandene 2D-Personendetektion im Robbie-Framework soll überarbeitet

und nah ROS portiert werden. Es soll ein Multi-Target-Traker integriert und

Modelle für Sensoren und Bewegung erstellt werden. Es wird eine einfah 3D-

Personendetektion implementiert und ein Verfahren für Online-Lernen von Merk-

malen integriert. Das System wird komplett in ROS implementiert.

Zum Shluss sollen die Ergebnisse des neuen Verfahrens evaluiert werden. Es

soll die Erkennung von Personen getestet werden sowie ein Vergleih zwishen der

Personenverfolgung mit Kombination von Beindaten und Online-Boosting gemaht

werden und der Personenverfolgung, welhe ausshlieÿlih auf Beindaten basiert,

durhgeführt werden. Zudem soll die Geshwindigkeit des Systems analysiert wer-

den.

1.2 Aufbau der Arbeit

Die Arbeit gliedert sih in 5 Kapitel. Nah der Einleitung wird in Kapitel 2 auf die

theoretishen Grundlagen eingegangen. Hier wird erklärt, wie die Beindetektion,

das Online-Boosting und der lineare Kalman-Filter funktionieren. Abshnitt 2.1

behandelt die Beindetektion in einem horizontalen 2D-Lasersan, Abshnitt 2.2

das Online-Boosting in Grauwertbildern und Abshnitt 2.3 den linearen Kalman-

Filter.

Kapitel 3 behandelt die Implementation der Arbeit. Es wird ROS sowie die er-

stellten oder integrierten Nodes, Bibliotheken und Messages vorgestellt. Abshnitt

3.1 führt ROS ein. Abshnitt 3.2 zeigt einen Systemüberblik mit allen Nodes,

Bibliotheken und Messages. Es werden die Bibliothen Simple-Person-Detetion,

GMPHDF und Online-Boosting vorgestellt. Zudem die People-Traking-Node und

Leg-Detetion-Node, die People-Traking-Message und Leg-Detetion-Message er-
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läutert. In Abshnitt 3.3 wird der Systemablauf erklärt und an einem Beispiel

gezeigt.

Kapitel 4 behandelt die Evaluation des Systems. Es wird die Erkennung sowie

die Geshwindigkeit analysiert. Abshnitt 4.1 erklärt das Testszenario, die Testum-

gebung und die Kon�guration des Systems. In Abshnitt 4.2 wird das System ana-

lysiert und ein Vergleih zu einer Personenverfolgung ohne Bilddatenassoziation

gemaht. Abshnitt 4.3 fasst die Ergebnisse zusammen.

Kapitel 5 enthält das Fazit und den Ausblik.





Kapitel 2

Theoretishe Grundlagen

In diesem Kapitel sollen die theoretishen Grundlagen der 2D Beindetektion, des

Online-Boosting und des linearen Kalman-Filters vermittelt werden. Das Kapitel

gliedert sih inhaltlih in drei Abshnitte. Abshnitt 2.1 befasst sih mit der Bein-

detektion auf 2D-Entfernungsdaten eines Laserentfernungsmessers. Abshnitt 2.2

behandelt das AdaBoost von Freund und Shapire [FS97℄, sowie der Erweiterung

zum Online-Boosting von Grabner et al. [GB06℄. Im letzten Abshnitt 2.3 wird

dann der lineare Kalman-Filter erklärt.

2.1 Beindetektion

Bei der Beindetektion wird mit Hilfe eines 2D-Lasersanners ein horizontaler 2-

dimensionaler Bereih der Umgebung wahrgenommen. Bei einem 2D-Lasersanner

be�ndet sih meist ein Spiegel im Ursprung der Messung und lenkt einen Laser-

stahl in eine bestimmte Rihtung. Durh die Drehung des Spiegel wird der Laser-

strahl in vershiedene Rihtungen abgelenkt. Tri�t der Laserstrahl auf ein Hinder-

nis wird dieser re�ektiert und die Entfernung zwishen Hindernis und Lasersanner

ist bestimmbar. Die gemessenen Daten entsprehen dadurh aufeinander folgenden

Punkten, deren Abstand und Winkel zum Lasersanner bekannt sind - es handelt

sih dabei um Polarkoordinaten.

Die so vorliegenden Daten müssen zuerst segmentiert werden. Dazu eignet sih

aufgrund der Daten das Jump-Distane-Clustering [SS08℄, auh Point-Distane-

Based-Methods (PDBS) gennant [PN05℄. Dieser Ansatz ist shnell und einfah

zu implementieren. Die zugrunde liegende Idee ist einfah: Solange der euklidishe

Abstand zwishen zwei benahbarten Punkten niht gröÿer als ein Shwellwert ϑ ist,
gehören diese Punkte in dasselbe Cluster. Erst wenn der Shwellwert übershritten

wird, wird auh ein neues Cluster angelegt. Ein Beispiel für die Bildung von Cluster

ist in Abbildung 2.1 (b) zu sehen. Im nähsten Shritt der Beindetektion werden

17



18 KAPITEL 2. THEORETISCHE GRUNDLAGEN

(a) segmentierter Lasersan (b) reale Szene

Abbildung 2.1: Segmentierung von 2D-Laserdaten [PN05℄

die gebildeten Cluster auf lokale Minima hin untersuht [BBCT05℄. In Abbildung

2.1 (b) sind die Segmente 2, 4, 6, 8 und 10 lokale Minima. Es ist zu erkennen,

dass die Beine der Puppe (Segmente 2 und 4) noh als Segmente erhalten bleiben,

groÿe Teile der Wände hingegen in diesem Shritt verworfen werden. Fehlerhafte

Detektionen der Segmente 2, 8 und 10 sind aber noh vorhanden.

Im folgenden Shritt werden die Beine nun auf ein geometrishes Modell hin

untersuht. Als Modell dient hier neben der Gröÿe auh die Form des Segments.

Eine e�ektive Methode für ein geometrishes Modell ist die Klassi�zierung der

Segmente in Halbkreise und Geraden. Xavier et al. [XPCR05℄ bestimmen dazu

den inneren Winkel eines Segmentes mit der sogenannten Internal Angel Variane.

Hierbei wird der Winkel zwishen zwei Geraden ausgehend vom Anfangs- und

Endpunkt zu den weiteren Punkten des Segments bestimmt. In Abbildung 2.2

(a) wird dies anhand eines Beispiels mit 4 Punkten dargestellt. Der Punkt P1
ist der Startpunkt und der Punkt P4 der Endpunkt des Segments. Für jeden

Punkt (hier P2 und P3) wird nun der Winkel der beiden aufgespannten Geraden

bestimmt. Liegt der bestimmte Winkel zwishen 90

◦
und 135

◦
handelt es sih um

ein Kreissegment. Liegt der Winkel allerdings bei ungefähr 180

◦
handelt es sih

um ein gerades Segment, siehe dazu Abbildung 2.2 (b). Mit diesem Modell lassen

sih nun die fehlerhaften Segmente 2, 8 und 10 aus Abbildung 2.1 (a) aussortieren.

Im letzten Shritt werden die übrig gebliebenen Segmente noh zusammenge-

fasst. Dafür wird für jedes Segment ein zweites gesuht, welhes in einem gewissen

Radius liegt. Ansonsten wird das Segment verworfen. Es wird dabei die Voraus-

setzung gemaht, dass bei einer Person immer beide Beine sihtbar sind. Dabei

kommt es zwar zu dem Problem, dass seitlih zum Roboter stehende Personen

niht erkannt werden können, allerdings ist dies bei einer Interaktion mit dem Ro-

boter eher unwahrsheinlih, da sih in diesem Fall eine Person in die Rihtung

des Roboters ausrihten wird.



2.2. ONLINE-BOOSTING 19

(a) Kreissegment

(b) Liniensegment

Abbildung 2.2: Beispiel für Kreis- und Liniensegment [XPCR05℄

2.2 Online-Boosting

Boosting hat seine Wurzeln in der PAC (Probability Approximately Corret )

Lerntheorie von Valiant [Val84℄. Die Idee mehrere shwahe PAC-Lerner zu einem

starken zu �boosten� wurde erstmals von Kearns und Valiant [KV94℄ beshrieben.

Es wurde versuht die Ergebnisse von einem shwahen Lernalgorithmus zu ver-

bessern, indem man diesen wiederholt auf leiht veränderte Daten anwendet. Die

ersten Versuhe von Buhstabenerkennung mit frühen Boosting Algorithmen wur-

den von Druker, Shapire und Simard in [DSS93℄ durhgeführt. Im folgenden wird

nun der AdaBoost Algorithmus von Freund und Shapire [FS97℄ [FSA99℄ vorge-

stellt, sowie auf die Erweiterung von Grabner und Bishof hin zum Online-Boosting

[GB06℄.

2.2.1 AdaBoost

Der AdaBoost Algorithmus wurde 1995 von Freund und Shapire [FS97℄ vorge-

stellt und löste viele praktishe Probleme früherer Verstärkungsalgorithmen. Ziel

des AdaBoost Verfahrens ist es durh die Linearkombination vieler shwaher Klas-

si�katoren einen starken Klassi�kator zu bilden. Dabei können solange shwahe

Klassi�katoren zusammengefasst werden bis ein gewünshter kleiner Trainingsfeh-

ler erreiht ist. Die einzelnen shwahen Klassi�katoren müssen, bei einem binären

Problem, niht wesentlih besser sein als einfahes Raten. Der Fehler eines shwa-

hen Klassi�kators muss < 50% sein. Die Anzahl der T shwahen Klassi�katoren
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werden mit einem Trainingsdatensatz gelernt und dann zu einem starken kombi-

niert. Ein Datensatz oder Trainingssatz ist eine Menge von Beispielen 〈x1, y1〉, . . . ,
〈xn, yn〉, wobei jedem Merkmalsvektor xi ein Ausgangswert yi zugeordnet ist. Ada-
Boost lernt für gegebene shwahe Klassi�katoren iterativ in einer gewissen Anzahl

von Durhläufen, der Anzahl der Klassi�katoren, t = 1, ..., T mit dem Datensatz.

Eine der Grundideen des Algorithmus ist es, eine Verteilung bzw. Menge von Ge-

wihten über den Trainingsdatensatz zu erhalten. Das Gewiht dieser Verteilung

für das Beispiel i in Shritt t wird mit Dt(i) bezeihnet. Zunähst sind alle Gewih-
te gleih. Mit jedem Shritt werden die Gewihte neu bestimmt, falsh klassi�zierte

Beispiele erhalten ein höheres Gewiht, so dass die shwahen Klassi�katoren ge-

zwungen werden sih auf die shwierigen Beispiele in dem Trainingsdatensatz zu

konzentrieren.

Das Ziel des shwahen Klassi�kators ist es, eine shwahe Hypothese

hweak
t : X → {−1,+1} (2.1)

zu �nden. Die Güte einer shwahen Hypothese wird bestimmt durh ihren Fehler

e (für error) :

ǫt = Pri∼Dt
[hweak

t 6= yi] =
∑

i:ht(xi)6=yi

Dt(i) (2.2)

Der Fehler wird hierbei in Bezug zum Gewiht Dt(i) gemessen. Der Fehler ent-

spriht dann der Wahrsheinlihkeitsdihte für diesen Klassi�kator.

In Algorithmus 1 ist der generelle Ablauf des AdaBoost dargestellt. Nah der

Initialisierung wird in jedem Shritt ein neuer Klassi�kator erstellt. Dieser Klas-

si�kator lernt dann den Trainingsdatensatz (Zeile 3). Dabei gibt es zwei Ansätze,

die Gewihtung der Beispiele zu berüksihtigen. Es kann aus der Gesamtmenge

der Beispiele eine bestimmte Anzahl Beispiele, entsprehend der jeweiligen Gewih-

tung D(i), gezogen und diese dann zum Lernen genutzt werden, oder es wird jedes

Trainingsbeispiel entsprehend seinem Gewiht direkt bewertet.

Im Anshluss wird die shwahe Hypothese hweak
t erstellt (Zeile 4) und dann

der dazugehörige Fehler ǫt für diesen Klassi�kator bestimmt (Zeile 5). Mit Hilfe

des Fehlers kann dann der Gewihtungsfaktor α bestimmt werden. Je kleiner der

Fehler epsilon ist, desto gröÿer ist der Gewihtungsfaktor und umgekehrt. Man

kann sagen, dass α die Wihtigkeit des Klassi�kators hweak
t darstellt. Des weiteren

muss der Fehler ǫ 6= 0 und ǫ < 1
2
sein, da ln(0) niht de�niert ist und ln(x) < 0

mit x < 1 ist und somit negativ wäre.

Im letzten Shritt werden dann die Gewihte der einzelnen Trainingsbeispiele

aktualisiert. Wird ein Beispiel i niht rihtig klassi�ziert, so erhöht sih das Gewiht
Dt(i), wird ein Beispiel rihtig klassi�ziert, so verringert sih das Gewiht Dt(i).
Die Stärke der Änderung hängt dabei von dem aktuellen Fehler ǫt ab.
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Algorithm 1 AdaBoost

Require: (x1, y1), ..., (xm, ym), mit xi ∈ X, yi ∈ Y = {−1,+1}
1: Initialisiere D1(i) = 1/m
2: for t = 1, ..., T do

3: lerne shwahen Klassi�kator mit Betrahtung der Wahrsheinlihkeitsver-

teilung Dt

4: erstelle shwahe Hypothese hweak
t : X → {−1,+1}

5: bestimme Fehler ǫt = Pri∼Dt
[hweak

t 6= yi] =
∑

i:ht(xi)6=yi
Dt(i)

6: bestimme Faktor α = 1
2
ln
(

1−ǫt
ǫt

)

7: Aktualisiere die Wahrsheinlihkeitsverteilung

Dt+1(i) =
Dt(i)

Zt

×

{

e−αt
,wenn hweak

t (xi) = yi
eαt

,wenn hweak
t (xi) 6= yi

=
Dt(i)exp(−αtyiht(xi))

Zt

mit Zt als Normalisierungsfaktor.

8: end for

Ensure: Finale Hypothese: Hstrong(x) = sign
(

∑T

t=1 αtht(x)
)

Zum Shluss erhält man dann den starken Klassi�kator Hstrong(x). Der star-
ke Klassi�kator enthält die shwahen Klassi�katoren hweak

t entsprehend ihrem

Gewihtsfaktor α.

Analyse des Trainingsfehlers

Die theoretishe Fähigkeit des AdaBoost ist es, den Trainingsfehler zu reduzie-

ren. Es kann gezeigt werden, dass mit der Anzahl der shwahen Klassi�katoren

der Trainingsfehler (also der Anteil der Fehler auf dem Trainingssatz) des starken

Klassi�kators exponentiell sinkt. Dazu kann der Trainingsfehler ǫt eines shwahen
Klassi�kators hweak

t als ǫt = 1
2
− γt beshrieben werden. Da eine �ratende� Hy-

pothese für jedes Beispiel bei einem binären Problem nur rihtig oder falsh sein

kann, hat diese eine Fehlerquote von

1
2
. γt misst wie viel besser die Vorhersage

von dem shwahen Klassi�kator hweak
t im Vergleih zum Raten ist. Freund und

Shapire [FS97℄ zeigten, dass der Trainingsfehler des starken Klassi�kators (der

�nalen Hypothese) Hstrong(x) nah oben beshränkt ist.

∏

t

[

2
√

ǫt(1− ǫt)
]

=
∏

t

√

1− 4γ2
t ≤ exp

(

−2
∑

t

γ2
t

)

(2.3)

Ist nun jede shwahe Hypothese etwas besser als Raten, sodass γt ≥ γ für ein

γ ≥ 0 ist, dann sinkt der Trainingsfehler exponentiell shnell. Eine ähnlihe Ei-
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genshaft erreihten shon frühere Verstärkungsverfahren, allerdings musste dafür

eine solhe Untergrenze γ zu Beginn shon bekannt sein. Dieses Wissen über eine

untere Grenze ist in der Praxis niht vorhanden oder nur shwer anzugeben.

Analyse des Generalisierungsfehlers

Freund und Shapire zeigten im Hinblik auf den Trainingsfehler, die Anzahl der

Trainingsbeispiele m, die VC-Dimension d des Hypothesenraums der shwahen

Hypothese und der Anzahl der shwahen Klassi�katoren T die Grenze des Gene-

ralisierungsfehlers auf. Sie verwendeten Tehniken von Baum und Haussler [BH89℄,

um zu erläutern, dass der Generalisierungsfehler mit hoher Wahrsheinlihkeit der

Gleihung 2.4 entspriht.

P̂ r[Hstrong(x) 6= y] + Õ

(
√

Td

m

)

(2.4)

Dabei ist P̂ r[·] die empirishe Wahrsheinlihkeit des Trainingsbeispiels. Diese

Grenze legt nahe, dass Boosting zu over�tting neigt, wenn z.B. T zu groÿ wird.

Einige Experimente [Bre98℄ [DC96℄ [Qui96℄ haben aber gezeigt das Boosting kein

over�tting zeigt, sogar wenn es mehrere tausend Iterationen gelaufen ist. Es konnte

sogar gezeigt werden, dass AdaBoost den Generalisierungsfehler auf Grundlage

der Testdaten weiter minimiert, auh wenn der Fehler auf den Trainingsdaten

shon null erreiht hatte. Der linken Teil der Abbildung 2.3 zeigt je eine Kurve

für Trainings- und Testdaten auf Basis von Quinlans C4.5 Entsheidungsbaum

Lernalgorithmus [Qui93℄ mit �Buhstaben� als Test- und Trainingsdaten. Diese

Ergebnisse sheinen den Grenzen der Gleihung 2.4 zu widersprehen.

Als Antwort für dieses empirishe Ergebnis stellte Shapre et al. [SFBL98℄

auf Basis der Arbeit von Bartlett [Bar98℄, die Margin-Theory auf. Der Abstand

(Margin) eines Beispiels (x, y) ist de�niert als

margin(x, y) =
y
∑

t αth
weak
t (x)

∑

t
αt

. (2.5)

Der Margin liegt im Intervall [−1,+1] und ist nur dann positiv, wenn das

Beispiel x rihtig klassi�ziert wurde. Desweitern kann der Wert des Margins als

Messung für die Siherheit der Shätzung verstanden werden, mit dem das Bei-

spiel klassi�ziert wurde. Shapire et al. zeigen, dass ein gröÿerer Abstand zu einer

höheren Obergrenze des Generalisierungsfehlers führt. Insbesondere ist der Gene-

ralisierungsfehler mit hoher Wahrsheinlihkeit maximal

P̂ r[margin(x, y) ≤ θ] + Õ

(
√

d

mθ2

)

(2.6)
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Abbildung 2.3: Generalisierungsfehler und Margin. links: Kurven für den Fehler in

Trainings- (unten) und Testdaten (oben), rehts: Margin nah 5 (kurze Strihe), 100

(lange Strihe) und 1000 (durhgehende Kurve) Iterationen. [FSA99℄

für ein θ > 0. Diese Grenze ist unabhängig von der Anzahl der Iterationen T .
Zusätzlih haben Shapire et al. bewiesen, dass Boosting auf die Verringerung des

Abstandes zielt, da es sih auf Beispiele mit den kleinsten Abständen konzentriert

(egal ob positiv oder negativ). Die Wirkung auf die Abstände kann empirish be-

wiesen werden, zum Beispiel auf der rehten Seite der Abbildung 2.3. Sie zeigt

die kumulative Verteilung der Abstände der Trainingsdaten mit �Buhstaben�. In

diesem Fall erhöht das Boosting die Abstände weiter, auh wenn der Trainingsfeh-

ler shon Null erreiht hat, was zu einem Rükgang des Fehlers im Testdatensatz

führt.

Zusammenfassung AdaBoost

AdaBoost hat viele Vorteile. Es ist shnell, einfah und leiht zu programmieren.

Zudem muss man keine Parameter einstellen, mit Ausnahme der Iterationen T . Es
wird kein Wissen über die shwahen Klassi�katoren benötigt und kann daher mit

nahezu allen Methoden zum Finden einer shwahen Hypothese kombiniert wer-

den. Desweiteren gibt es einige theoretishe Garantien bei ausreihenden Daten

und shwahen Klassi�katoren, welhe mäÿig genaue, aber zuverlässige shwahe

Hypothesen liefern. Andererseits ist AdaBoost abhängig von ausreihenden Da-

ten und den Klassi�katoren. Sind die shwahen Hypothesen zu komplex oder zu

shwah, oder die Daten zu shleht, kann AdaBoost niht durhgeführt werden.
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2.2.2 Erweiterung des AdaBoost

In diesem Abshnitt geht es um die Erweiterung des AdaBoost von Shapire und

Freund durh Grabner und Bishof [GB06℄ [GGB06℄. AdaBoost ist ein o�ine Er-

kenner. Es benötigt also eine Trainingsphase für die Objekterkennung, um dann

mit Hilfe des vorher Gelernten die Erkennung durhzuführen. Desweiteren besitzt

es niht die Fähigkeit während der Laufzeit Änderungen von Objekten zu berük-

sihtigen und kontinuierlih zu lernen. Diese Fähigkeit ist aber wihtig um z.B.

zu traken und möglihe Variationen eines Zielobjektes zu erkennen. Das Online-

AdaBoost wurde 2006 von Grabner und Bishof vorgestellt und erweitert den be-

reits vorgestellten AdaBoost um diese fehlende Fähigkeit. Desweiteren wurde Ada-

Boost um die Fähigkeit der Merkmalsselektion erweitert nah der Idee von Tieu

und Viola [TV00℄. Im folgenden wird zuerst die Merkmalsselektion und danah

der Online-AdaBoost vorgestellt.

Merkmalsselektion

Tieu und Viola [TV00℄ erweiterten den AdaBoost um die Fähigkeit der Merkmals-

selektion. Die Idee davon ist es, dass jeder shwahe Klassi�kator zu genau einem

Merkmal f (feature) gehört. Zudem gibt es eine Menge von Merkmalen F (feature

pool). Da dieser Feature-Pool sehr groÿ sein kann, benutzt der Algorithmus nur

eine Teilmenge Fsub = f1, . . . , fk. Das Lernen ist ähnlih zum AdaBoost. Mit jeder

Iteration wählt der Algorithmus ein neues Feature aus F und fügt es zu der Men-

ge Fsub hinzu. Danah wird für jedes Feature aus Fsub eine shwahe Hypothese

gelernt auf Basis der Trainingsdaten 〈(x1, y1), . . . , (xn.yn)〉. Dann wird die beste

shwahe Hypothese hweak
t gewählt und bildet mit dem Feature den neuen Klas-

si�kator. Der Faktor αt wird entsprehend dem Fehler ǫt bestimmt. Zum Shluss

wird der starke Klassi�kator gebildet. Die Anzahl der Iterationen entsprehen nun

der Anzahl der gewählten Feature und shwahen Klassi�katoren.

Online-AdaBoost

Damit der AdaBoost Algorithmus online-fähig ist muss jeder der Shritte aus Algo-

rithmus 1 online-fähig sein. Zudem fehlen dem Algorithmus die Trainingsbeispiele.

Die Shwierigkeit liegt dabei niht darin die shwahen Klassi�katoren oder den

Faktor Online zu aktualisieren, sondern darin, das Gewiht Dt(i) eines Beispiels zu
bestimmen, da Online a priori die Shwierigkeit eines Beispiels niht bekannt ist.

Im Folgenden wird das Gewiht mit λ bezeihnet, da es sih um eine andere Ge-

wihtung handelt als beim eigentlihen AdaBoost-Verfahren. Um dieses Problem

zu lösen, nutzen Grabner und Bishof die Idee von Oza [OR01b℄. Dabei wird das

Gewiht eines Beispiels bestimmt, indem es mit der Menge aller bisherigen shwa-

hen Klassi�katoren geshätzt wird. Oza [OR01a℄ konnte zeigen das wenn O�ine-
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und Online-Boosting den gleihen Datensatz haben, auh das Online-Boosting

zum selben Ergebnis hin konvergiert wie O�ine-Boosting, wenn die Anzahl der

Iterationen T → ∞ geht.

Der Online Algorithmus benötigt, dass zu Beginn die Anzahl der Hypothesen

shon feststeht. Dafür ist es wihtig den Untershied zum AdaBoost zu verstehen.

Im O�ine-Fall werden alle Trainigsbeispiele genutzt, um einen shwahen Klassi�-

kator zu lernen. Hingegen müssen im Online-Fall mit einem Beispiel alle shwahen

Klassi�katoren gelernt und der Faktor neu bestimmt werden.

Da der Ansatz von Oza niht direkt für die Merkmalsselektion genutzt werden

kann, haben Grabner und Bishof für den AdaBoost einen Selektor eingeführt.

Selektor Der Selektor besteht aus eine Menge M von shwahen Klassi�katoren

Hweak = {hweak
1 , . . . , hweak

M }. Aus dieser Menge M wählt der Selektor immer einen

hsel(x) = hweak
m (x) (2.7)

wobei hweak
m (x) dem shwahem Klassi�kator entspriht, dessen Hypothese dem

gewünshten Optimierungskriterium am Ähnlihsten ist. In diesem Fall wird der

Klassi�kator hweak
i mit dem geringsten Fehler ǫi aus der Menge Hweak

ausgewählt,

sodass m = arg mini ei ist.

Der Selektor kann auh als Klassi�kator verstanden werden, da dieser ledig-

lih zwishen seinen eigenen shwahen Klassi�katoren wehselt. Einen Selektor

zu lernen bzw. aktualisieren bedeutet, dass jeder shwahe Klassi�kator lernt und

dann der Beste gewählt wird. Wie im O�ine-Fall gehört auh hier jeder shwahe

Klassi�kator aus Hweak
zu genau einem Feature und jeder Selektor wählt seine

Menge von Feature M aus einem globalen Feature-Pool F , also M = Fsub =
{f1, . . . , fM |fi ∈ F}. Die dahinter stehende Idee ist, dass das Online-Boosting nun
niht mehr direkt auf den shwahen Klassi�katoren, sondern auf den Selektoren

arbeitet.

Dazu ist auh eine kleine Anpassung des starken Klassi�kators nötig. Wo beim

AdaBoost der starke Klassi�kator aus der Linearkombination der Menge von shwa-

hen Klassi�katoren besteht, besteht er nun aus der Menge N der Selektoren (Glei-

hung 2.8). Die Funktionsweise des starken Klassi�kators ändert sih damit niht,

da jeder Selektor nur einen Verweis auf einen shwahen Klassi�kator darstellt. Ein

weiterer Untershied zum AdaBoost besteht darin, dass von Beginn an N Selekto-

ren und somit auh immerN shwahe Klassi�katoren für den starken Klassi�kator

zur Verfügung stehen.

Hstrong(x) = sign

(

N
∑

n=1

αnh
sel
n (x)

)

(2.8)
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In Abbildung 2.4 ist das Prinzip des Online-AdaBoost dargestellt und in Al-

gorithmus 2 der veränderte Algorithmus. Der Algorithmus arbeitet nun wie folgt.

Zuerst wird eine Menge N von Selektoren erstellt und jeder Selektor erhält seinen

eigenen Feature-PoolHweak
mit zufälligen Features aus F . Mit jedem Trainingsbei-

spiel (x, y), y ∈ {−1,+1} wird nun jeder Selektor aktualisiert. Dazu ist es natürlih
weiterhin wihtig anzugeben, ob ein Beipiel ein positives oder negatives ist, also

ob das zu lernende Objekt im Beispiel enthalten ist oder niht.

Abbildung 2.4: OnlineBoosting und Merkmalselektion [GB06℄

Diese Aktualisierung wird, wie auh beim AdaBoost, entsprehend der Gewih-

tung λ durhgeführt. Ganz zu Beginn einer Iteration gilt λ = 1 (siehe dazu Abbil-

dung 2.4 links weiÿer Kasten). Danah wählt der Selektor den besten shwahen

Klassi�kator (Zeile 11). Es wird jener shwahe Klassi�kator gewählt der den klein-

sten Fehler im Selektor hat

argminm(ǫn,m), ǫn,m =
λwrong
n,m

λcorr
n,m + λwrong

n,m

. (2.9)

ǫn,m ist der Fehler des m-ten shwahen Klassi�kators hweak
n,m des n-ten Selektors,

gewihtet nah dem aktuellen Gewiht von korrekt λcorr
n,m und falsh λwrong

n,m klassi-

�zierten Beispielen. Danah wird die Gewihtung aktualisiert (Zeilen 17-20) und
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der Faktor αn (Zeile 16) bestimmt. Zum Shluss wird noh in jedem Selektor der

shlehteste shwahe Klassifzierer, also jener mit gröÿtem Fehler ǫ aus dem Selek-

tor aussortiert (Zeile 21) und durh einen neuen zufälligen aus dem Feature-Pool F
ersetzt (Zeile 23). Dies soll dazu führen, das der Untershied der einzelnen Selekto-

ren vorhanden bleibt und diese sih niht zu stark annähern. Zudem soll damit auf

Veränderungen im Hintergrund eingegangen und diese korrigiert werden können.

Algorithm 2 Online-AdaBoost

Require: Trainingsbeispiel (x, y) mit y ∈ Y = {−1,+1}
Require: Starken Klassi�kator Hstrong(x)
Require: Gewihte λcorr

n,m , λwrong
n,m

1: Initialisiere Gewiht λ = 1
2: for n = 1, . . . , N do ⊲ für alle Selektoren

3: for m = 1, . . . ,M do ⊲ aktualisiere den Selektor hsel
n

4: hweak
n,m = update(hweak

n,m , 〈x, y〉, λ) ⊲ aktualisiere alle Klassi�katoren

5: if hweak
n,m (x) = y then ⊲ bestimme Fehler

6: λcorr
n,m = λcorr

n,m + λ
7: elseλwrong

n,m = λwrong
n,m + λ

8: end if

9: ǫn,m =
λ
wrong
n,m

λcorr
n,m+λ

wrong
n,m

10: end for

11: m+ = argminm(ǫn,m) ⊲ wähle shwahen Klassi�kator

12: ǫn = ǫn,m; h
sel
n = hweak

n,m+ ⊲ mit kleinstem Fehler

13: if ǫn = 0||ǫn > 1
2
then

14: exit;

15: end if

16: α = 1
2
ln
(

1−ǫn
ǫn

)

⊲ bestimme Faktor

17: if hsel
n (x) = y then ⊲ aktualisiere Gewiht

18: λ = λ ∗ 1
2∗(1−ǫn)

19: elseλ = λ ∗ 1
2∗ǫn)

20: end if

21: m− = argmaxm(ǫn,m) ⊲ Entferne shlehtestes shwahen Klassi�kator

22: λcorr
n,m−

= 1;λwrong

n,m−
= 1;

23: neuen Klassi�kator hweak
n−m−

⊲ ersetze mit neuem shwahen Klassifkator

24: end for

Ensure: Finale Hypothese: Hstrong(x) = sign
(

∑N

n=1 αnh
sel
n (x)

)
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2.3 Kalman-Filter

Dieser Abshnitt behandelt den linearen Kalman-Filter. Der Kalman-Filter ist ei-

ne Umsetzung des Bayes-Filter mit Momenten erster und zweiter Ordnung. Bevor

in Abshnitt 2.3.3 auf den Kalman-Filter eingegangen wird, wird in Abshnitt

2.3.2 zuerst der Bayes-Filter erklärt. Zudem wird in Abshnitt 2.3.1 auf die nöti-

gen Begri�e erläutert. Die Erklärungen zum Kalman-Filter, Bayes-Filter und den

Begri�en sind aus [TBF05℄.

2.3.1 Begri�e

Zustand

Die Umwelt eines Roboters wird durh vershiedene Zustände beshrieben. Ein

Zustand beinhaltet dabei eine Menge von vershiedenen betrahteten Aspekten.

Diese Aspekte können z.B. eine Position oder Geshwindigkeit sein. Zustände kön-

nen zudem statish oder dynamish sein. Wände und Bäume sind ein Beispiel für

statishe Zustände, da sih ihre Position niht verändert. Personen hingegen sind

dynamishe Zustände, da diese sih frei bewegen können. Im weiteren Verlauf der

Arbeit wird mit Zustand immer ein dynamisher Zustand betrahtet, sollte doh

mal ein statisher Zustand betrahtet werden, dann wird dies explizit genannt.

Ein Zustand wird bezeihnet mit der Variablen x, wird eine genauer Zeitpunkt

eines Zustandes betrahtet so wird dieser mit x
t

bezeihnet.

Messung

Neben dem vorhanden sein von Zuständen ist es auh wihtig diese Zustände wahr-

zunehmen. Dazu dienen Messungen. Mit Sensoren können bestimmte Zustände zu

einem bestimmten Zeitpunkt wahrgenommen werden. Ein Sensor ist in diesem Fall

niht nur eine Hardwarekomponente, wie z.B. ein Lasersanner oder eine Kame-

ra, sondern auh eine Softwarekomponente, wie eine Beindetektion. Eine Messung

wird mit der Variablen z
t

bezeihnet. Im Gegensatz zu einem Zustand x benötigt

eine Messung immer einen Zeitpunkt t . Alle Messungen zwishen zwei Zeitpunkten

t1 < t2 werden mit

zt1:t2 = zt1 , zt1+1, zt1+2, ..., zt2 (2.10)

in einer Notation zusammengefasst.

Aktion

Eine Aktion ändert einen Zustand in der Welt durh aktives Handeln. Ein Bei-

spiel für eine Aktion ist das Ö�nen einer Tür durh den Roboter oder auh eine
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durhgeführte Bewegung des Roboters. Aktionen sind also selbst durhgeführte

Handlungen und damit bekannt und müssen niht gemessen werden. Eine Aktion

wird mit der Variablen u
t

bezeihnet. Eine Aktion u
t

entspriht dabei immer einer

ausgeführten Aktion im Zeitintervall [t − 1; t[. Eine Sequenz von Aktionen ut1:t2

wird wieder mit

ut1:t2 = ut1 ,ut1+1,ut1+2, ...,ut2 (2.11)

zusammengefasst.

Probabilistishe Gesetze

Mit Hilfe von Wahrsheinlihkeitsgesetzen ist es möglih eine Aussage für einen

Zustand zum Zeitpunkt x
t

zu mahen. Es ist hier von Interesse zu wissen, wie

wahrsheinlih ein Zustand x
t

unter bestimmten Bedingungen ist. Dafür werden

alle Vorzustände x0:t−1, Messungen z1:t−1 und Aktionen u1:t betrahtet. Damit

ergibt sih eine Wahrsheinlihkeitsverteilung der Form:

p(x
t

|x0:t−1, z1:t−1,u1:t) (2.12)

Der Zustand x
t

wird auh vollständiger Zustand genannt, da dieser alle Aktio-

nen und Messungen bis zum Zeitpunkt t zusammenfasst. Ist der Vorzustand x
t-1

auh ein vollständiger Zustand, so enthält dieser ebenfalls alle Messungen z1:t−1

und Aktionen u1:t−1 bis zum Zeitpunkt t− 1. Dadurh kann man den Zustand x
t

auh beshreiben mit:

p(x
t

|x0:t−1, z1:t−1,u1:t) = p(x
t

|xt−1,ut) (2.13)

Diese Gleihung erfordert die bedingte Unabhängigkeit. Die bedingte Unabhängig-

keit besagt, dass eine bestimmte Variable unabhängig von anderen Variablen ist,

wenn diese Variablen durh eine Dritte beshrieben wird. Die bedingte Unabhängig-

keit wird später von den Bayes-Filter noh benötigt. Die bedingte Wahrsheinlih-

keit p(x
t

|xt−1,ut) ist die Wahrsheinlihkeit für einen Zustandsübergang.

Möhte man die Wahrsheinlihkeit für eine bestimmte Messung z
t

wissen, lässt

sih dies ebenfalls mit einer probabilistishen Aussage darstellen:

p(z
t

|x0:t, z1:t−1,u1:t) (2.14)

Auh diese Aussage ist bedingt unabhängig unter der Annahme, das x
t

ein voll-

ständiger Zustand ist.

p(z
t

|x0:t, z1:t−1,u1:t) = p(z
t

|x
t

) (2.15)

Die bedingte Wahrsheinlihkeit p(z
t

|x
t

) ist dieWahrsheinlihkeit einer Mes-

sung.
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Belief

Der Belief (deutsh: Vorstellung) beruht auf der Tatsahe, dass ein Zustand niht

korrekt gemessen werden kann, sondern immer einer Ungenauigkeit unterliegt. Der

Belief ordnet dazu jedem möglihen Zustand x
t

eine Wahrsheinlihkeit zu. Der

Belief ist eine posterior Wahrsheinlihkeit auf Grundlage aller verfügbaren Daten:

bel(x
t

) = p(x
t

|z1:t,u1:t) (2.16)

Diese posterior Wahrsheinlihkeit des Zustandes x
t

zum Zeitpunkt t, basiert

auf allen Messungen z1:t und Aktionen u1:t . Diese Wahrsheinlihkeit setzt voraus,

dass alle vorherigen Messungen vorhanden sind. Interessant wäre es aber auh zu

wissen, wie wahrsheinlih ein Zustand ist ohne die letzte Messung z
t

. Dieses

posterior wird bezeihnet mit:

bel(x
t

) = p(x
t

|z1:t−1,u1:t) (2.17)

Diese Wahrsheinlihkeit wird im Zusammenhang mit Zustands�ltern als Prä-

diktion bezeihnet. bel(x
t

) wird im selben Zusammenhang als Korrektur be-

zeihnet.

2.3.2 Bayes-Filter

Algorithm 3 Bayes-Filter

Require: bel(x
t-1

) , u
t

, z
t

1: for x
t

do

2: bel(x
t

) =
∫

p(x
t

|u
t

,x
t-1

)bel(x
t-1

)dx
3: bel(x

t

) = ηp(z
t

|x
t

)bel(x
t-1

)
4: end for

Ensure: bel(x
t

)

Mit dem Bayes-Filter lässt sih der Belief auf Basis von Messungen und Ak-

tionen berehnen. Der Bayes-Filter ist ein rekursiver Algorithmus, da der Belief

bel(x
t

) zum Zeitpunkt t aus dem Belief bel(x
t-1

) zum Zeitpunkt t − 1 bestimmt

wird. Algorithmus 3 zeigt den Basis Bayes-Filter in Pseudoode. Der Bayes-Filter

Algorithmus besteht aus zwei entsheidenden Shritten. In Zeile 2 wird die Aktion

u
t

verarbeitet. Dabei wird der Belief des Zustand x
t

basierend auf dem Belief des

Zustandes x
t-1

und der Aktion u
t

berehnet. Genauer, der Belief bel(x
t

) der dem
Zustand x

t

zugewiesen wird, ist das Integral des Produkts der zwei Verteilungen

p(x
t

|u
t

,x
t-1

) - der Wahrsheinlihkeit das u
t

eine Änderung von x
t-1

zu x
t

indu-

ziert - und bel(x
t-1

) - dem vorherigen Belief. Dieser erste Shritt entspriht der
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oben genannten Prädiktion. Im zweiten Shritt wird dann die Messung verarbeitet.

In Zeile 3 wird dazu die Wahrsheinlihkeit für die Messung z
t

mit dem Belief

bel(x
t

) multipliziert, um den Belief bel(x
t

) zu erhalten. Dies wird für alle Zustän-

de x
t

berehnet. Zudem wird jeder Belief noh mit η normalisiert. Als Ergebnis

bleibt der endgültige Belief bel(x
t

) .
Um den Bayes-Filter zu nutzen ist desweiteren ein initialer Zustand x0 für den

Zeitpunkt t = 0 nötig. Kennt man den Anfangszustand des Systems, so kann man

den bel(x0) bestimmen. Kennt man den Anfangszustand niht, dann kann man

diesen z.B. mit einer gleihmäÿigen Verteilung initialisieren.

2.3.3 Lineare Kalman-Filter

Der Kalman-Filter gehört zu der Gruppe der Gauÿ�lter. Die Gauÿ�lter sind rekur-

sive Zustandsshätzer und basieren auf dem Bayes-Filter. Die Gauÿ�lter basieren

auf der Idee, den Belief durh eine mehrdimensionale Normalverteilung darzustel-

len.

p(x) = det(2πΣ)−
1
2 exp{−

1

2
(x− µ)TΣ−1(x− µ)} (2.18)

Diese Dihte der Variablen x wird durh zwei Gruppen von Parametern gekenn-

zeihnet: dem Mittelwert µ und der Kovarianz Σ. Der Mittelwert µ ist ein Vektor,

der die gleihe Dimensionalität wie der Zustand x besitzt. Die Kovarianz ist eine

quadratishe, symmetrishe und positiv-semide�nite Matrix. Die Dimension ent-

spriht der Dimensionalität des Zustand x quadriert. Somit hängt die Anzahl der

Elemente in der Kovarianz-Matrix quadratish von der Anzahl der Elemente in

dem Zustandsvektor ab.

Die Darstellung einer Gauÿverteilung durh den Mittelwert und die Kovarianz

ist die Repräsentation durh die Momente erster und zweiter Ordnung einer Wahr-

sheinlihkeitsverteilung.

Der Kalman-Filter wurde in den 1950er Jahren von Rudolph Emil Kalman er-

funden. Mit dem Kalman-Filter ist es möglih, Vorhersagen und Korrekturen in

linearen Systemen durhzuführen. Der Kalman-Filter implementiert den Belief für

stetige Zustandsräume und ist niht einsetzbar für diskrete oder hybride Zustands-

räume. Im Kalman-Filter wird, wie oben bei den Gauÿ�ltern genannt, der Belief

durh die Momente repräsentiert. Zu einem Zeitpunkt t besteht der Belief aus

dem Mittelwert µt und der Kovarianz Σt. Zusätzlih zu der Markovannahme müs-

sen noh folgende drei Eigenshaften erfüllt sein, damit der Posterior gauÿverteilt

ist.

1: Die Wahrsheinlihkeit p(x
t

|u
t

,x
t-1

) für den Folgezustand x
t

muss durh

eine lineare Funktion mit additivem gauÿshen Raushen beshrieben sein:

x
t

= Atxt-1

+Btut

+ εt (2.19)
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x
t

und x
t-1

sind die Zustandsvektoren und u
t

ein Aktionsvektor, der mehrere

Aktionen beinhalten kann.

x
t

=











x1,t

x2,t
.

.

.

xn,t











und u
t

=











u1,t

u2,t
.

.

.

um,t











(2.20)

At und Bt sind Matrizen. At ist eine quadratishe Matrix der Gröÿe n×n
mit der Dimension n des Zustandsvektors x

t

. Bt ist eine Matrix der Gröÿe

n×m mit der Dimension m des Aktionsvektors u
t

. Mit den Multiplikationen

Atxt-1

und Btut

wird die Zustandsübergangsfunktion linear. Die Variable εt
ist eine gauÿshe Zufallsvariable, welhe eine Zufälligkeit im Zustandsüber-

gang modellieren soll. εt hat dieselbe Dimension wie x
t

. Der Mittelwert von

εt ist null und die Kovarianz wird durh die Matrix Rt beshrieben und

bezeihnet.

Es ist nun möglih die Zustandsübergangswahrsheinlihkeit durh Einsetzen

der Gleihung 2.19 in die Gleihung 2.18 auszudrüken. Der Mittelwert des

Posterior-Zustands ist durh Atxt-1

+Btut

gegeben und die Kovarianz durh

Rt :

p(x
t

|u
t

,x
t-1

) = det(2πRt)
−1
2 exp{−

1

2
(x−Atxt-1

+Btut

)TRt
−1(x−Atxt-1

+Btut

)}

(2.21)

Dieser Zustandsübergang mit den Matrizen At,Bt und Rt wird häu�g auh

im Begri� Bewegungsmodell zusammengefasst.

2: Die Wahrsheinlihkeit p(z
t

|x
t

) für eine Messung x
t

muss ebenfalls durh

eine lineare Funktion mit additivem gauÿshen Raushen beshrieben sein:

z
t

= ctxt

+ δt (2.22)

z
t

ist der Messvektor, der mehrere Messungen beinhalten kann.

z
t

=











z1,t

z2,t
.

.

.

zk,t











(2.23)

Die Matrix Ct hat die Gröÿe k×n mit k der Dimension der Messvektors z
t

.

Der Vektor δt beshreibt die Messungenauigkeit, also das Sensorraushen. Die
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Verteilung von δt ist eine mehrdimensionale Gauÿverteilung um den Mittel-

wert null und die Kovarianz Qt. Die Messwahrsheinlihkeit lässt sih durh

folgende mehrdimensionale Normalverteilung darstellen:

p(z
t

|x
t

) = det(2πQt)
−1
2 exp{−

1

2
(x− ctxt

)TQt
−1(x− ctxt

)} (2.24)

Dieser Vorgang mit den Matrizen C t und Qt wird häu�g auh mit dem

Begri� Beobahtungsmodell bezeihnet.

3: Shlussendlih muss noh der initale Belief bel(x0) normalverteilt sein. Dazu

wird der Mittelwert des initalen Beliefs mit µ0 und die Kovarianz mit Σ0

bezeihnet:

bel(x0) = p(x0) = det(2πΣ0)
−1
2 exp{−

1

2
(x0 − µ0)

TΣ−1
0 (x0 − µ0)} (2.25)

Diese drei Eigenshaften sind ausreihend, um siherzustellen, dass der poste-

rior Belief bel(x
t

) zu jedem Zeitpunkt t gauÿverteilt ist.

Der Kalman-Filter Algorithmus

Algorithm 4 Kalman-Filter

Require: µt−1 , Σt−1 , ut

, z
t

1: µt = Atµt−1 +Btut

2: Σt = AtΣt−1A
T
t +Rt

3: K
t

= ΣtC
T
t

(C
t

ΣtC
T
t

+Qt)
−1

4: µt = µt +K
t

(z
t

−C
t

µt)
5: Σt = (I −K

t

C
t

)Σt

Ensure: µt , Σt

Der Algorithmus des Kalman-Filters ist in Algorithmus 4 dargestellt. Im Kalman-

Filter wird der Belief bel(x
t

) zu einem Zeitpunkt t durh den Mittelwert µt und

die Kovarianz Σt repräsentiert. Als Eingabewerte für den Kalman-Filter dient der

Mittelwert µt−1 und die Kovarianz Σt−1 des Zeitpunktes t − 1. Um den Kalman-

Filter zu aktualisieren wird zudem noh der Aktionsvektor u
t

und der Messvektor

z
t

benötigt. Als Ergebnis liefert der Kalman-Filter den Belief bel(x
t

), dargestellt
durh den Mittelwert µt und die Kovarianz Σt.

Die Zeilen 1 und 2 zeigen die Prädiktion mit dem geshätzten Belief bel(x
t

)
repräsentiert durh µt und Σt. Dieser Belief ist geshätzt durh das Einbeziehen des

Aktionsvektors u
t

. Der Mittelwert µt wird aktualisiert mit dem deterministishen

Teil der Funktion 2.19. Die Aktualisierung der Kovarianz berüksihtigt dabei die
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Tatsahe, dass der Zustand durh die Matrix At auf den Vorzuständen basiert.

Die Matrix At wird zweimal mit der Kovarianz multipliziert, da die Kovarianz

eine quadratishe Matrix ist.

In Zeile 3 wird das sogenannte Kalman-Gain K
t

bestimmt. Mit dem Kalman-

Gain wird festgelegt wie stark die Messung in die neue Zustandsshätzung mit

einbezogen wird. In den Zeilen 4 und 5 wird aus dem Belief bel(x
t

) die endgültige
Shätzung bel(x

t

) bestimmt. Der Mittelwert µt wird bestimmt durh Anpassen

in dem Verhältnis des Kalman-Gain und der Abweihung der aktuellen Messung

z
t

. Zum Shluss wird noh die endgültige Kovarianz Σt bestimmt, ebenfalls unter

Einbeziehung des Kalman-Gain und der Messung z
t

.

Beispiel

In Abbildung 2.5 wird der Kalman-Filter anhand einer ein-dimensionalen Lokalisa-

tion erklärt. Zu Beginn (a) gibt es eine initiale Shätzung (Prädiktion) der Position

des Roboters. Es wird geshätzt, dass sih der Roboter am Wahrsheinlihsten in

der Nähe von Position �8� aufhält. Es ist zu erkennen, dass die Gaussgloke sehr

�ah verläuft, woraus zu sehen ist, dass der Roboter in einem groÿen Bereih

um die Position �8� sein kann. In (b) wird nun eine Messung durhgeführt. Die

Messung besagt das sih der Roboter um die Position �6� aufhält, diese Ungenau-

igkeit basiert z.B auf Sensorraushen. Die Gauÿgloke der Messung ist sehr steil

und grenzt den Bereih in dem sih der Roboter be�ndet stark ein. In () kommt es

nun zur Korrektur. Mit der Messung und der Shätzung wird die wahrsheinlihste

Position des Roboters bestimmt. Es ist zu erkennen, dass die Position nun noh

genauer bestimmt werden kann als durh die Messung. In (d) ist die Prädiktion zu

sehen, nahdem sih der Roboter weiter nah rehts bewegt hat. Mit der Aktion

und dem Bewegungsmodell ist die Gauÿgloke nun wieder �aher geworden und

der Roboter wird sih nun vermutlih im Bereih um die Position �21� aufhalten.

Shritt (e) zeigt nun wieder eine Messung. Diesmal wird die Position �25� gemes-

sen. (f) zeigt eine Korrektur und die wahrsheinlihste Position ist nun �23�. Es

ist zu erkennen, dass die Genauigkeit in (f) niht so hoh ist wie in (). Dies liegt

zum einen daran, dass die Messung in (e) niht so genau wie jene in (b) ist und

zudem die Prädiktion (d) und Messung (e) niht so sehr übereinstimmen wie die

Prädiktion (a) und Messung (b).

2.4 Zusammenfassung

In diesem Kapitel wurden die theoretishen Grundlagen dargelegt. Es wurde die

Beindetektion aus 2D Entfernungsdaten, der AdaBoost, sowie die Erweiterung zum

Online-Boosting und zum Shluss der lineare Kalman-Filter erklärt.
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Abbildung 2.5: Beispiel für den Kalman-Filter im 1 dimensionalen Raum, (a) initale

Belief, (b) eine Messung mit Unsiherheit (fettgedrukt), () Belief nah Verarbeitung

der Messung, (d) Belief nah einer Bewegung nah rehts (was zu einer gröÿeren Unsi-

herheit führt), (e) eine weiter Messung, (f) der resultierende Belief nah Verarbeitung

der Messung, aus Probabilisti Robotis [TBF05℄





Kapitel 3

Implementierung

In diesem Kapitel wird das entwikelte System vorgestellt. Im ersten Abshnitt

wird ein Überblik auf das System und die Verbindung der einzelnen Verfahren

gegeben. Im zweiten Abshnitt wird an einem Beispiel der Ablauf des Systems

erklärt.

Das gesamte System besteht aus mehreren einzelnen Komponenten und wurde

in C++ mit dem ROS-Interfae implementiert [ros13a℄. Dazu gehört eine ROS-

Node für die Beindetektion (im Folgenden �Leg-Detetion-Node �) und eine weitere

ROS-Node für die Verfolgung und Erkennung (im Folgenden �People-Traking-

Node �).

3.1 Robot-Operating-System

Anders als es der Name vermuten lässt handelt es sih bei ROS niht um ein

eigenständiges Betriebssystem. ROS ist ein Meta-Betriebssystem mit dem man

einen Roboter steuern kann. Dafür stellt es vershiedene Dienste zur Verfügung, wie

z.B. Hardwareabstraktion, Gerätetreiber und Nahrihtenkommunikation zwishen

Programmteilen. Zudem bietet ROS Werkzeuge um auh auf mehreren Computer

gleihzeitig ausgeführt zu werden.

ROS ist modular aufgebaut. Es besteht aus mehreren Pakages, welhe einzelne

Funktionalitäten bereitstellen. Ein Pakage kann eine ausführbare Node, Messages

und Servie zur Kommunikation mit anderen Nodes bereitstellen. Mehrere Paka-

ges können zu einem Stak zusammengefasst werden, wenn diese zusammen eine

Funktion bereitstellen. Desweiteren gibt es den Master. Der Master dient als Look-

Up Tabelle für die Nodes. Jede Node registriert sih beim Master und kann bei

diesem Anfragen für Nahrihten und andere Nodes stellen. Der Master leitet nö-

tige Informationen an die einzelnen Nodes, damit diese dann direkt miteinander

kommunizieren können. In Abbildung 3.1 ist beispielhaft die Kommunikation von

37
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Abbildung 3.1: Basiskonzept von ROS, nah [ros13b℄

zwei Nodes dargestellt. Die linke Node verö�entliht eine Nahriht welhe von

der rehten Node abonniert wurde. Die Nahriht wurde mit einem speziellen To-

pi versehen. Ein Topi ist ein Identi�er, um vershiedene Nahrihten auseinander

halten zu können, so verö�entliht die Leg-Detetion-Node eine Nahriht mit dem

Topi �leg �, mit Informationen über detektierte Beine. Bei Nahrihten handelt

es sih um asynhrone Kommunikation, es ist möglih, dass eine Nahriht auh

von mehreren Node abonniert werden kann. Die rehte Node bietet einen Servie

an, welhe von der linken Node angefragt wird (Servie invoation). Ein Servie

ist eine synhrone Kommunikation zwishen zwei Nodes, die Anfrage ist gerihtet

und erwartet eine Antwort.

ROS wird stetig weiterentwikelt. Die aktuelleste Version ist �Hydro �vom 4.

September 2013, die nähste Version �Indigo �soll im Mai 2014 ersheinen. Zu

Beginn dieser Arbeit wurde bei Lisa die Version �Fuerte �verwendet, daher ist das

Programm auh für Fuerte erstellt.

3.2 Systemüberblik

Wie oben genannt besteht das System aus zwei Nodes, der Leg-Detetion-Node

und der People-Traking-Node. Im folgenden werden die beiden Nodes vorgestellt,

sowie die Nahrihten, die von den beiden Nodes verö�entliht werden.

3.2.1 Messages

Leg-Detetion-Message: Die Leg-Detetion-Message enthält Informationen

zu allen detektierten Beinpaaren. Als Informationen werden die Position in x und

y-Rihtung in Weltkoordinaten und der Radius des Beinpaares mitgegeben. Die

Nahriht wird unter dem Topi �leg� verö�entliht.

People-Traking-Message: Die People-Traking-Message enthält alle Infor-

mationen über aktuell verfolgte Personen. Als Informationen werden die Position

in x- und y-Rihtung in Weltkoordinaten, die Gröÿe und Orientierung der Posi-
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Sensor

Beindetektion

Laserdaten

Nachricht Topic: /leg

Abbildung 3.2: Ablauf der Beindetektion

tionsgenauigkeit, sowie eine eindeutige ID mitgegeben. Die Nahriht wird unter

dem Topi �traked_people� verö�entliht.

3.2.2 Nodes

Leg-Detetion-Node:

Die Leg-Detetion-Node läuft ab wie in Kapitel 2.1 beshrieben. Abbildung 3.2

zeigt den Ablauf der Beindetektion. Nah Eintre�en von Laserdaten aus dem Sen-

sor gelangen diese zuerst in den �Laser2dAnalyser�. Der Laser2dAnalyser ist eine

Bibliothek zum Verarbeiten von 2-dimensionalen Laserdaten. Im ersten Shritt

werden die Daten nah der Jump-Distane-Clustering Methode segmentiert, um

anshlieÿend auf lokale Minima untersuht zu werden. Die verbleibenden Segmente

werden dann noh klassi�ziert. Die Klassi�kationsbedingung ist, dass nur konvexe

Segmente erhalten bleiben. Die übrig gebliebenen Segmente werden nun als Hy-

pothesen einzelner Beine betrahtet. Im letzten Shritt der Beindetektion werden

diese einzelnen Beine vom der Bibliothek �PeopleDetetor� kombiniert. Es werden

nur Beinpaare akzeptiert. Einzelne Beine werden verworfen.

People-Traking-Node:

Die People-Traking-Node beinhaltet das OnlineBoosting aus Kapitel 2.2 und

den Kalman-Filter aus Kapitel 2.3. In Abbildung 3.5 ist der Ablauf des People-

Traking-Node dargestellt. Auf den genauen Ablauf wird später noh eingegangen.

In der Abbildung sieht man 3 hellgraue Kästen, welhe für die 3 wihtigen Librari-

es der Simple-Person-Detetion, dem GMPHDF und dem Classi�er stehen. Zuerst

werden die einzelnen Libraries erklärt und dann deren Zusammenarbeit.

Simple-Person-Detetion: Mit der Simple-Person-Detetion sollen fehlerhaf-

te Beindetektionen verworfen werden und zugleih eine genaue Position der Person
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im Bild bestimmt werden, für den Fall dass die Person niht gerade über den be-

stimmten Mittelpunkt der Beindetektion steht, sondern den Körpershwerpunkt

auf das rehte oder linke Bein verlagert hat. Dies basiert auf der Idee von Car-

ballo et al. [COY09℄ 2 Lasersanner (LRF) auf untershiedliher Höhe anzubrin-

gen, um damit Beine und Oberkörper einer Person zu detektieren. Da Lisa nur

über einen LRF verfügt wird für die Oberkörperdetektion die Kinet genutzt. Häu-

�g werden Tishe und Stühle fehlerhaft als Person detektiert. Dazu benötigt die

Simple-Person-Detetion die detektierten Beine und die Kinet Punktewolke. Im

ersten Shritt wird aus der Punktewolke ein horizontales Tiefenbild ausgeshnitten,

sodass ein 2-dimensionales Tiefenbild ähnlih dem des 2d-Lasersanners erhalten

bleibt. Dieses Tiefenbild be�ndet sih auf ungefähr 150 Zentimeter Höhe. Das Tie-

fenbild wird dann mittels Jump-Distane-Clustering segmentiert und anshlieÿend

klassi�ziert. Als Klassi�kationsbedingung gilt hier die Breite eines Segments. Zu

kleine Segmente werden verworfen, als Mindestgröÿe gilt hier 50 Zentimeter. Die

übrig bleibenden Segmente werden als Hypothesen für Oberkörper gesehen und

nun mit vorhandenen Beindaten kombiniert. Es wird geprüft, ob im Umkreis von

40 Zentimeter um ein Beinpaar ein Oberkörpersegment vorhanden ist. Ist dies der

Fall, so wird das Beinpaar als �bestätigt� markiert. In Abbildung 3.3 (a) und (b)

ist die Oberkörperdetektion zu sehen. Der blaue und rosa Zylinder stellen die Mit-

telpunkte der detektierten Oberkörper da. Die grünen Zylinder die Mittelpunkte

von detektierten Beinpaaren. Mit der bestimmten Position des Mittelpunktes des

Oberkörpers ist es nun möglih einen Bildbereih (Path) des RGB-Bildes zu be-

stimmen. In (d) sind die zwei zugehörigen Pathes mit blauen Kästen markiert.

Ein Path hat eine Gröÿe von 40x40 Zentimeter und wird auf 1.5 Meter Höhe aus

dem Bild ausgeshnitten.

GMPHDF: Ist eine generishe Bibliothek für Multi-Target-Traking auf Ba-

sis des Probability-Hypothesis-Density-Filter (PHDF). Die Bibliothek enthält eine

Implementierung des Gaussian-Mixture-PHDF (GMPHDF), wie in [VM06℄ vorge-

stellt mit Trak-Management und Datenassoziation Shema aus [PCV09℄. Die in

der Arbeit entwikelte ersheinungsbasierte Datenassoziation wurde in eine existie-

rende Software integriert.

Classi�er: Der Classi�er basiert auf dem �BoostingTraker� von [GGB13℄. Die

benötigten Shnittstellen wurden an das System angepasst und ein Lernverfahren

für Pathes integriert. Ein ausgeshnittenes Path ist etwas gröÿer als der eigent-

lihe zu lernende Bildbereih. Ein ausgeshnittes Path hat die Gröÿe von 54x54

Pixel, der zu lernende Bereih aber nur 48x48 Pixel. Es soll niht nur der eigent-

lihe (kleinere) Path gelernt werden, sondern auh die Umgebung. Ziel davon ist

es, einen gröÿeren Bereih zu lernen um bei leihten Drehungen oder Vershiebun-
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(a) Vorne (b) Hinten

() Karte (d) Bild der Szene

Abbildung 3.3: Übersiht einer Szene mit Darstellung der Bein- und Oberkörperdaten
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Abbildung 3.4: 9 zu lernende Bildbereihe

gen trotzdem eine gute Erkennung zu ermöglihen. Abbildung 3.4 zeigt ein 3x3

Path-Gitter. Bei dem Lernprozess werden immer abwehselnd positive und nega-

tive Beispiele gelernt. Als negative Beispiele werden die vier Eken sowie andere

sihtbare Personen genutzt. Als positive Beispiele gelten die 9 kleinen Pathes.

3.3 Systemablauf

In diesem Abshnitt wird der Systemablauf beshrieben. Zudem soll an einem

Beispiel die Idee der Kombination von Kalman-Filter und Online-Boosting ver-

deutliht werden.

In Abbildung 3.5 ist ein Aktivitätsdiagramm des People-Traking-Modules dar-

gestellt. Beim Starten der Node werden die einzelnen Unterprogramme, Simple-

Person-Detetion, GMPHDF und Classi�er gestartet. Ab dann reagiert das Pro-

gramm auf eingehende Nahrihten. Es gibt zwei Nahrihten, die zu Aktionen füh-

ren, zum einen die Leg-Detetion-Message und zum anderen die Sensor-Message

der Kinet mit der registrierten Punktewolke.

Ablauf nah Erhalt einer Leg-Detetion-Message: Nah dem Erhalt einer

Leg-Detetion-Message werden die in der Nahriht enthaltenen Positionen direkt

genutzt um den Kalman-Filter zu aktualisieren. Es erfolgt eine Prädiktion mit δt,
wobei δt die Zeitdi�erenz zwishen der letzten und der jetzigen Aktualisierung des

Kalman-Filters ist. Dann werden die Positionen als Messung genutzt um eine Kor-

rektur der Shätzung durhzuführen. Anshlieÿend werden die neuen bestimmten

Positionen mit der People-Traking-Message vershikt.

Ablauf nah Erhalt einer Sensor-Message: Damit dieser Shritt durhge-

führt werden kann, ist es nötig, dass unmittelbar vorher (<

1
2
s) eine Leg-Detetion-

Message empfangen wurde. Sollte die letzte Leg-Detetion-Message zu �alt �sein,
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Abbildung 3.5: Übersiht der PeopleTrakingModules

kann niht mehr sihergestellt werden, dass sih Personen noh in einer akzep-

tablen Distanz zur letzten Beinmessung be�nden. Wenn die Bedingung erfüllt

ist, wird die Punktwolke - wie im vorherigen Abshnitt beshrieben - von der

Simple-Person-Detetion verarbeitet. Für bestätigte Beinpaare wird im folgenden

Shritt ein Path im RGB-Bild ausgeshnitten und zusammen mit der Position in

Weltkoordinaten an den Kalman-Filter übergeben. Es erfolgt eine Prädiktion. Im

Korrekturshritt wird nun mit der bildbasierten Datenassoziation gearbeitet. Es

wird abgefragt wie ähnlih ein gefundener Path zu vorhandenen Online-Boosting

Klassi�katoren passt. Mit den Ähnlihkeitswerten wird dann die Korrektur durh-

geführt. Danah werden die Pathes für jeden Online-Boosting Klassi�kator in po-

sitiv und negativ Beispiele eingeteilt, um dann die Klassi�katoren zu aktualisieren.

Zum Shluss werden die aktualisierten Positionen mit der People-Traking-Message

vershikt.
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Beispiel

In diesem Abshnitt soll beispielhaft das Zusammenwirken von Kalman-Filter und

Online-Boosting für die Personenverfolgung mit der People-Traking-Node in der

Theorie gezeigt werden. Das Beispiel ist in Abbildung 3.6 shematish dargestellt

und stark vereinfaht. In dem Beispiel werden zwei Durhläufe des Kalman-Filters

gezeigt. Im ersten Durhlauf �ndet eine Datenassoziation auf Grundlage der Bein-

daten statt, im zweiten Durhlauf auf Grundlage von RGBD-Daten und dem

Online-Boosting.

(a) Ausgangssituation - 1. Prädiktion: In diesem Beispiel wird angenommen,

dass die beiden Personen shon längere Zeit zu sehen sind und für beide Perso-

nen shon ein Online-Boosting vorhanden ist. Die beiden Personen stellen in

diesem Shritt den geshätzten Mittelwert und die Kreise die Kovarianz dar.

Farblih sind die Kreise der �T-Shirt-Farbe� zugeordnet. In diesem Shritt

ist eine Prädiktion eines niht dargestellten vorherigen Zustandes zu sehen.

(b) 1. Messung: Nun ist eine Messung mit der Beindetektion erfolgt und die

tatsählihe Position der Personen ist eingezeihnet. Es wurden die Beine

der blauen Person detektiert, dargestellt durh den roten Strih. Die grüne

Person ist für die Beindetektion niht zu sehen.

() 1. Korrektur: Auf Grundlage der Prädiktion und der Messung ist nun eine

Korrektur durhgeführt worden. Die Beine der blauen Person wurden in die-

sem Shritt fälshliherweise der grünen Person zugeordnet. Die Kovarianz

der blauen Person ist unverändert, da angenommen wurde, dass diese Person

niht zu sehen sei und deshalb keine Messung assoziiert wurde.

(d) 2. Prädiktion: Er ist eine erneute Shätzung durhgeführt worden. Für die

blaue Person (blauer Kreis) ist die Kovarianz stark angewahsen, da für diese

im vorherigen Shritt keine Korrektur durhgeführt wurde. Die Mittelpunkte

der beiden Kreise entsprehen der wahrsheinlihsten Position.

(e) 2. Messung: Bei dieser Messung handelt es sih um eine Messung mit

RGBD-Daten, es konnten Bildpathes für beide Personen erstellt werden

(rote Quadrate). Die beiden Personen sind wieder an ihrem tatsählihen

Positionen eingezeihnet.

(f) 2. Korrektur: Im letzten Shritt des Beispiels ist erneut eine Korrektur

durhgeführt worden. Die fehlerhafte Assoziation der Beindaten konnte durh

die Bilddatenassoziation korrigiert werden und die Vertaushung der Perso-

nen liegt nun niht mehr vor.
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(a)

(c)

(e)

Abbildung 3.6: Shematisher Ablauf einer Korrektur mit Online-Boosting - (a) Aus-

gangssituation - 2 Personen werden verfolgt (Shätzung), (b) die Personen kreuzen sih

wobei nur die vordere (blaue) durh Beindetektion gesehen werden kann, () fehlerhafte

Zuordnung der Messung (Korrektur), (d) Shätzung der Personenbewegung, (e) Messung

mit Boosting und Beindetektion, (f) Korrektur der vorherigen fehlerhaften Zuordnung.

3.4 Zusammenfassung

In diesem Kapitel wurde die Implementierung des Kalman-Filters und des Online-

Boosting in der People-Traking-Node vorgestellt, sowie die Beindetektion in der

Leg-Detetion-Node. Es wurden die Abläufe der der Leg-Detetion-Node und People-

Traking-Node erklärt und in einem Beispiel gezeigt wie der Kalman-Filter und das

Online-Boosting zusammen funktionieren sollen. Desweiteren wurden die erstellten

Nahrihten zur Kommunikation mit anderen Nodes von Lisa vorgestellt.





Kapitel 4

Evaluation

In diesem Kapitel wird die Arbeit evaluiert. In Abshnitt 4.2.1 wird die Imple-

mentation auf das Ziel der Personenerkennung nah einer zeitweisen Verdekung

untersuht. In Abshnitt 4.2.2 wird ein Vergleih zwishen dem Traking mit und

ohne Online-Boosting angestellt. Zudem wird die Geshwindigkeit der Implemen-

tation in Abshnitt 4.2.3 betrahtet. Zum Shluss werden in Abshnitt 4.3 die

Ergebnisse zusammengefasst und eine Shlussfolgerung gezogen.

4.1 Testumgebung und Testszenario

Testumgebung Zum Testen wurde ein Notebook mit 2 GHz Intel Core 2 Quad-

Prozessor und 8192 MB-RAM genutzt. Die aufgezeihneten Bilddaten des ROS-

Bag-Files haben eine Au�ösung von 640x480 Pixeln mit 30Hz. Der Sik Lasersan-

ner hat einen Aufnahmebereih von 270

◦
mit 25Hz, wobei aufgrund des Aufbaus

von Lisa nur 180

◦
genutzt werden.

Testszenarion In dem Testszenario gibt es zwei Personen (Abb. 4.1(b)). Die

linke Person (grauer Pollover) geht in dem Szenario im Bild von links nah rehts.

Dabei wird sie eine Zeit lang die rehte Person (blauer Pullover) verdeken, sodass

diese weder von der Kinet noh vom Lasersanner wahrgenommen werden kann

(Abb. 4.1()). Danah bewegt sih die linke Person nah rehts aus dem Bild und

die rehte nah links (Abb. 4.1()). Ziel ist es, dass die rehte Person nah der

Verdekung wiedererkannt wird.

Kon�guration des Systems Die Pathes zur Erkennung wurden auf 1.25m

Höhe ausgeshnitten. Sie haben eine reale Gröÿe von 0.4mx0.4m und werden auf

44x44 Pixeln skaliert. Dieses Path wird nun in neun sih überlappende kleinere

Pathes mit der Gröÿe 40x40 Pixeln aufgeteilt, welhe auf zum Erkennen genutzt

47
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Abbildung 4.1: Gra�ken zum Testszenario

werden. Es werden 100 Selektoren mit einem Feature-Pool von 1000 Features für

jeden Online-Booster erstellt. Für die Simple-Person-Detetion wird eine Mindest-

gröÿe vom 0.6m für ein Segment erwartet.

4.2 Ergebnisse der neuen Implementierung

4.2.1 Erkennung

Abbildung 4.1 zeigt das Testszenario. In (a) sind die Gewihte der zwei Online-

Booster über die Zeit des Tests für die linke und rehte Person zu sehen (Abb.

4.1(b)). Zu Beginn bewegen sih beide Personen nebeneinander und es wird für

beide ein Online-Booster erstellt. Im Zeitraum von 0.7s bis 1.7s sind beide Perso-
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nen zu sehen. In diesem Zeitraum haben beide Personen, neben der Initiierung,

aht weitere Zeitpunkte in denen gelernt werden kann. In dieser Lernphase kann

man gut erkennen, dass die beiden Online-Booster in ihrer Gewihtung steigen.

Die rote Kurve mit Punkten steigt fast kontinuierlih an, die blaue Kurve mit

Punkten shwankt etwas. Diese beiden Kurven zeigen die Gewihtung bezogen auf

den der Person zugehörigen Path. Beide Kurven zeigen in dieser Phase eine groÿe

Gewihtung. Interessant ist auh die Betrahtung der Gewihte der falshen Pat-

hes, also denen der jeweils anderen Person. Hier ist eindeutig zu Erkennen, dass

ein falsher Path auh als ein solher identi�ziert wird. Die hellblaue Kurve ist

in dieser Phase dauerhaft bei null. Auh die hellrote Kurve der rehten Person ist

gröÿtenteils bei null. Nur zu Beginn und Ende dieser Phase steigt die Kurve ein

wenig an.

In der zweiten Phase ist die rehte Person nun niht mehr zu sehen. Der rote

Balken im Bereih von 0,8 bis 1,0 auf der vertikalen Ahse und 1,8s bis 3,4s auf der

horizontalen Ahse zeigt den Zeitraum an, in welhem die rehte Person niht zu

sehen ist. Zu Beginn dieser Phase steigt die hellrote Kurve für den falshen Path

stark an, es kommt zu einer fehlerhaften Zuordnung des Pathes. Dieser Fehler ist

aber nur kurz. Die Kurve fällt shnell wieder ab und der Path wird rihtigerweise

als falsh identi�ziert. Zu diesem Zeitpunkt wird dann auh der Online-Booster

von der rehten Person auf inaktiv gesetzt und ihr Trak im Kalman-Filter wird

verworfen. Dies ist angezeigt durh das Shahbrettmuster. Betrahten wir nun den

Verlauf der Kurve der linken Person: Zu Beginn fällt das Gewiht der Erkennung

stark ab und es fällt die Parallelität zur hellroten Kurve sofort auf. Die Pathes zu

den Zeitpunkten 1,8s und 2,0s sheinen shwer zu klassi�zieren zu sein. Wie auh

shon bei der hollroten Kurve ist dieser Fehler nur kurz. Es folgt ein Zeitraum in

welhem die Pathes gut erkannt werden. Im Zeitraum von 3,1s bis 3,3s werden die

rihtigen Pathes der linken Person niht erkannt. Bevor die Person den Sihtbe-

reih verlässt und die rehte Person wieder auftauht (Abb. 4.1(d)) wird sie aber

nohmals erkannt.

Ab Zeitpunkt 3,7s ist die linke Person niht mehr zu sehen. Zu diesem Zeitpunkt

wird der Online-Booster der rehten Person wieder aktiviert, da diese in den Bild-

daten erkannt wurde. Die Aktivierung dauert einen kurzen Zeitraum (von 3,5s

bis 3,7s), da erst vom Kalman-Filter eine Verfolgung initialisiert werden muss, be-

vor eine optishe Wiedererkennung oder das Erstellen eines neuen Online-Boosters

durhgeführt wird.

In der letzten Phase von 3,7s bis 5,2s ist nur noh die rehte Person zu sehen. Die

rehte Person wird in diesem Zeitraum gut erkannt. Zum Shluss fällt das Gewiht

der Erkennung jedoh ab. Es fällt auf, dass der Online-Booster der linken Person

niht auf inaktiv gesetzt wird. Dies liegt daran, das die Person den Sihtbereih

des Roboters verlassen hat, aber noh immer über die Beine wahrgenommen wird,
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Abbildung 4.2: Vergleih des Traking mit und ohne Online-Boosting

also niht wie im vorherigen Fall der Verdekung komplett vershwunden ist. Die

hellblaue Kurve der linken Person zeigt, das der Path der rehten Person vom

Online-Booster der linken Person als falsher Path rihtig klassi�ziert wird.

4.2.2 Vergleih Traking ohne Online-Boosting

Das Testszenario aus Abshnitt 4.2.1 wurde zudem auh ohne das Online-Boosting

getestet. In den meisten Fällen sah das Ergebnis aus wie in Abbildung 4.2(a). Ein-

gezeihnet sind die Pfade der zwei Personen. Die Pfade der IDs 2 und 16 gehören

zu einer Person. Die eingezeihneten gepunkteten Linien verbinden immer zwei

zeitgleihe Ereignisse. Die Person mit der ID 2 ist meistens in der Zeit der Ver-

dekung verloren gegangen. Falsh detektierte Beine, oder Beine anderer Personen

wurden falsh zugeordnet. Dadurh entstehen Sprünge wie zwishen den Punkten

2 und 3, 3 und 4, 4 und 5. Vergleiht man den im selben Zeitraum zurükgeleg-

ten Weg der Person 1, so wird die Dimension der Sprünge deutlih. Nahdem die

Person wieder sihtbar ist bekommt sie eine neue ID zugewiesen und wird somit

als neue Person betrahtet. In Abbildung 4.2(b) sind die Pfade aus dem Test aus

Abshnitt 4.2.1 eingezeihnet. Es ist zu erkennen, dass es niht zu solh starken

und vielen Sprüngen kommt. Auh in diesem Test geht der Pfad der ID 2 verloren

und nah der Wiedererkennung hat die Person die ID 22, allerdings wurde ihr auh

wieder eine Online-Boosting ID zugewiesen, diese entspriht der von ID 2. Somit

ist eine Weiterverfolgung dieser Person möglih. Dieses Beispiel zeigt den Vorteil

der Kombination der beiden Verfahren für die Personenverfolgung.

4.2.3 Geshwindigkeit

In diesem Abshnitt wird die Geshwindigkeit der Implementation analysiert. Es

wird betrahtet wie viel Zeit vershiedene Bereihe des Verfahrens unter Berük-
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sihtigung der Anzahl der Selektoren und der Anzahl der aktiven Online-Booster

benötigen. Zudem wird die Geshwindigkeit des kompletten Ablaufs nah Erhalt

einer Kinet Punktewolke bis zum versenden der People-Traking-Message darge-

legt. Zur Analyse wurden 50, 100, 150 und 200 Selektoren für einen Online-Booster

gewählt. Der zugehörige Menge an Feature im Feature-Pool eines Online-Boosters

entspriht der zehnfahen Anzahl an Selektoren, also 500, 1000, 1500 und 2000

Merkmalen.

Anzahl Selektoren Ø positiv Lernen Ø negativ Lernen Ø pos. und neg. Lernen

50 0,00231 s 0,00268 s 0,00240 s

100 0,00688 s 0,00702 s 0,00691 s

150 0,01403 s 0,01473 s 0,01465 s

200 0,02497 s 0,02489 s 0,02495 s

Tabelle 4.1: Zeit zum Lernen eines Pathes

Zuerst betrahten wir die Zeit die benötigt wird, um einen einzelnen Path zu

lernen. In Tabelle 4.1 wird dies dargestellt. Es ist zu erkennen, dass das Lernen von

negativen und positiven Pathes ähnlih viel Zeit erfordert. Da es keinen wesentli-

hen Untershied gibt, ist es somit für die Geshwindigkeit des Algorithmus niht

relevant. Vielmehr fällt der Untershied in Betrahtung der Dauer bei der Anzahl

der Selektoren auf. Bei 50 Selektoren wird eine Zeit von durhshnittlih 0,0024s

benötigt, bei 100 Selektoren, also dem Zweifahen, wird eine fast shon dreifahe

Zeit benötigt. Bei 150 die sehsfahe und bei 200 die zehnfahe Zeit. Es ist zu

erkennen, dass es in diesem Wertebereih kein linearer Zusammenhang zwishen

Zeit und Anzahl Klassi�katoren besteht.

Anzahl Selektoren 1 Path Øs 2 Pathes Øs

50 0,00368 s 0,00955 s

100 0,00856 s 0,02342 s

150 0,01705 s 0,04799 s

200 0,03138 s 0,08030 s

Tabelle 4.2: Zeit zum aktualisieren eines Online-Boosters

In Tabelle 4.1 wurde gezeigt wie viel Zeit benötigt wird um einen einzelnen

Path zu lernen. Tabelle 4.2 zeigt unter Berüksihtigung der Anzahl der Selek-

toren, wie lange die Aktualisierung eines Online-Boosters bei einem und bei zwei

Pathes dauert. Beim Lernen von einem Path besteht die Möglihkeit, dass der

Path zu der entsprehenden Person gehört, dann wird nur einmal positiv gelernt.
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Gehört der Path niht zu der Person, so wird einmal negativ mit dem Path und

einmal positiv mit dem letzten positiven Path der Person gelernt. Es wird also ein-

oder zweimal bei einem Path gelernt. Bei zwei Pathes wird zwishen drei- und

viermal gelernt. Neben der vorherigen Feststellung, dass mit steigender Anzahl der

Selektoren die Zeit stark anwähst, fällt nun noh auf, dass das Lernen von zwei

Pathes 2,5 bis 2,8-mal soviel Zeit benötigt wie das Lernen eines Pathes.

Anzahl 1 Online-Booster 2 Online-Booster

Selektoren 1 Path Øs 2 Pathes Øs 1 Path Øs 2 Pathes Øs

50 0,07515 s 0,07905 s 0,08054 s 0,09699 s

100 0,07173 s 0,08938 s 0,08834 s 0,11278 s

150 0,07883 s 0,11082 s 0,10422 s 0,16947 s

200 0,08981 s 0,14444 s 0,15060 s 0,23133 s

Tabelle 4.3: Zeit für einen Ablauf

Nahdem betrahtet wurde wie lange es dauert einen Path zu lernen und

einen Online-Booster zu aktualisieren, wird nun die komplette Zeit für einen Ab-

lauf des Verfahrens betrahtet, von dem Erhalt einer Kinet Punktewolke bis zum

Versenden der People-Traking-Message. In Tabelle 4.3 ist eine Übersiht über die

vershieden betrahteten Fälle. Wenn es nur einen Online-Booster und einen Path

gibt, dann spielt die Anzahl der Selektoren nur eine geringe Rolle. Vielmehr fällt

hier die Geshwindigkeit des restlihen Algorithmus ( z.B. Simple-Person-Detetion

oder das bestimmen der Bildpathes) in das Gewiht. Bei zwei Pathes und einem

Online-Booster sieht es shon anders aus. Die benötigte Zeit bei 150 und 200 Se-

lektoren ist stark angewahsen, bei 50 und 100 Selektoren ist der Anstieg niht

so stark. Ähnlihe Werte gibt es auh bei einem Path und zwei Online-Booster.

Dies kommt daher, da es ähnlih viele Aktualiesierungsvorgänge bei beiden gibt.

Im letzten Fall, bei zwei Pathes und zwei Online-Booster, steigt die benötigte

Zeit bei 150 und 200 Selektoren wieder stark an. Bei 100 Selektoren entspriht

die benötigte Zeit nun der bei 150 Selektoren mit zwei Pathes und einem Online-

Booster. Au�ällig ist vor allem die benötigte Zeit bei 200 Selektoren von 0,23133s

oder ungefähr 4 Hz. Im Vergleih zu 150 Selektoren mit mit 6 Hz, 100 Selektoren

mit 9 Hz und 50 Selektoren mit 10 Hz.

Zum Shluss wird noh die Zeit zum Erstellen eines Online-Boosters unter-

suht. In Tabelle 4.4 sind die durhshnittlihen Zeiten zum initiieren eines Online-

Boosters aufgeführt. Am shnellsten erfolgt dies bei 50 Selektoren mit 0,03190s. Bei

100 Selektoren werden 0,06793s, bei 150 Selektoren 0,16329s und bei 200 Selekto-

ren 0,23064s benötigt. Hier zeihnet sih ein ähnlihes Bild wie shon in Tabelle

4.1 ab. Die Steigerung der Zeit erfolgt niht linear.
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Anzahl Selektoren Ø Zeit

50 0,03190 s

100 0,06793 s

150 0,16329 s

200 0,23064 s

Tabelle 4.4: Zeit zum initialisieren eines Online-Boosters

4.3 Zusammenfassung

In den ersten beiden Abshnitten wurde die Erkennung mit dem Online-Boosting

an einem Beispiel erklärt und der Vorteil der Kombination der beiden Verfahren für

die Personenverfolgung dargestellt. Danah wurde die Geshwindigkeit des Online-

Boosting analysiert.

Im Rahmen der Evaluation und vieler Tests mit vershiedenen Parametern wur-

de herausgefunden, dass das Online-Boostingmit 100 Selektoren stabil funktioniert.

Es ist damit möglih fehlerhaft positive Erkennungen zu vermeiden, wodurh eine

Wiedererkennung shon bei niedrigem Online-Boosting Gewiht möglih ist. Mit

100 Selektoren erreiht das Online-Boosting zudem eine gute Geshwindigkeit von

9 Hz bei zwei sihtbaren Personen. Vergleiht man die benötigte Zeit für einen

Ablauf mit 50 Selektoren, so fällt auf, dass es nur unwesentlih länger brauht.

Hingegen ist es im Vergleih zu 150 oder 200 Selektoren wesentlih shneller. Die

Wahl auf 100 Selektoren beruht darauf, da dieser Wert einen guten Kompromiss

zwishen benötigter Zeit und Erkennung bietet. Mehr Selektoren würden zwar die

Erkennung verbessern, und damit auh die Untersheidung von Personen mit sehr

ähnlihen Merkmalen verstärken, jedoh geht dies stark zu Lasten der Geshwin-

digkeit.





Kapitel 5

Zusammenfassung

5.1 Fazit

In dieser Arbeit wurde eine neue Personenverfolgung für den Servieroboter Lisa

entwikelt. Die vorherige Personenverfolgung durh die Auswertung von Beindaten

kombiniert mit einem Partikel�lter wurde durh ein neues System ersetzt: Dieses

System verwendet neben den Beindaten auh Bilddaten und kombiniert diese in ei-

ner Implementation des Gaussian-Mixture-Probability-Hypothesis-Density-Filter

mit Trak-Management und Datenassoziation Shema. Das System ist modular

aufgebaut und besteht aus einzelnen Nodes und Bibliotheken, welhe auh für

anderen Aufgaben genutzt werden können.

Die Beindetektion wurde aus dem Robbie-Framework nah ROS portiert und

entsprehend den neuen Rihtlinien für modularen Aufbau umgestaltet. Robbie-

Worker für die Beindetektion wurden in Bibliotheken umgewandelt. Die neue No-

de zur Personenverfolgung ist ebenfalls modular aufgebaut und besteht aus einzel-

nen Bibliotheken und Nodes. Neu hinzugekommen sind eine Bibliothek für Trak-

Management und Datenassoziationshema, den GMPHDF, eine Bibliothek für eine

einfahe Personendetektion, dem Simple-Person-Detetion und eine Bibliothek für

Online-Boosting.

Die Shwierigkeit dieser Arbeit bestand darin ein Lernverfahren zu entwikeln,

welhes shnell, aber auh gut genug ist, um eine Erkennung zu ermöglihen. Da in

den RoboCup-Challenges nur begrenzt Zeit zur Verfügung steht und speziell bei

Follow Me die Shnellsten die meisten Punkte holen, ist eine lange Lernphase des

Online-Boosting hinderlih. In einem Test konnte gezeigt werden, dass eine kurze

Lernphase mit wenigen positiven und negativen Beispielen ausreiht, um eine si-

here Erkennung zu ermöglihen und Verwehslungen von Personen zu verhindern.

Des Weiteren ist die Kombination von Bilddaten und Beindaten wihtig. Durh

die häu�gen Messungen von Beinen mit 25Hz ist es möglih den Kalman-Filter in

55
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kurzen Intervallen zu aktualisieren, sodass eine stabile Verfolgung mit groÿer Posi-

tionssiherheit gewährleistet ist. Zudem kann diese Positionssiherheit mittels nied-

riger frequentierter Bilddaten bestätigt oder korrigiert werden. Auÿerdem wurde

in einem Test zur Personenverfolgung, der ausshlieÿlih auf Beindaten basierend,

gezeigt, dass die Gefahr des Verlustes einer verfolgten Person durh Verdekung

besteht. Mit dem Online-Boosting konnte diese Gefahr verringert werden, da eine

Wiedererkennung der Person möglih ist.

Eine weitere Shwierigkeit bestand in der Bestimmung von Pathes. Es konn-

te niht einfah im gesamten Bild nah einer Übereinstimmung gesuht werden,

da dies zu langsam ist. Ebenfalls war es niht möglih einen Bildbereih über de-

tektierte Beine zu bestimmen, da es beim Gehen zu Gewihtsverlagerungen von

einem auf das andere Bein kommt und somit der Körpermittelpunkt niht über

der Mitte der Beine ist. So wurde mittels der Simple-Person-Detetion ein Ver-

fahren entwikelt, welhes in einer Punktewolke nah Oberkörpersegmenten suht.

Diese Segmente mussten jedoh groÿ genug sein, um als Oberkörper akzeptiert zu

werden. Zudem wurden nur solhe Segmente akzeptiert, in deren unmittelbarer

Nähe zum Segmentmittelpunkt mindestens ein Bein kurz vorher gesehen wurde.

Gefundene und bestätigte Segmente werden dann genutzt um den rihtigen Bereih

im Bild zu bestimmen. Der Segmentmittelpunkt wird in das Kamerabild transfor-

miert und dann ein Bildbereih in einer festen Gröÿe ausgeshnitten. Da es aber

auh hier noh zu Problemen bei der Erkennung kam, wurde der Bildbereih ein

wenig vergröÿert, um Translationen ausgleihen zu können, und in einem Path

gespeihert.

Die dadurh bestimmte Position des Segmentmittelpunktes und der Path wer-

den an den GMPHDF übergeben. Dieser ermittelt dann die wahrsheinlihste neue

Position einer Person auf Grundlage der Messungen. Bei Beindaten kann nur ein

Gewiht über die Position bestimmt werden, bei der Messung mit Bilddaten hinge-

gen stehen neben der Position auh das Gewiht der Messung des Online-Boosters

zur Verfügung, um den GMPHDF zu aktualisieren. Bei dieser Aktualisierung wird

den Personen der wahrsheinlihste Bildpath zugeordnet.

Nah dem Aktualisieren wird der neu zugeteilte Path gelernt. Da der Path

etwas gröÿer ist als der eigentlihe Lernpath, wird in dem Path nah einem der

Gröÿe des Lernpath entsprehenden Bereihs gesuht. Der Bereih mit der besten

Übereinstimmung wird zum positiven Lernen genutzt. Die zugeteilten Pathes von

anderen Personen werden zum negativ Lernen genutzt. Es konnte gezeigt werden,

dass dieser Lernvorgang shnell und ausreihend genug ist, um eine stabile Erken-

nung zu ermöglihen.

Nah jedem Aktualisierungsvorgang werden die neu bestimmten wahrshein-

lihsten Positionen der Personen mittels der People-Traking-Message versendet.

Die Nahriht enthält neben der Position auh die dazugehörige Gewihtung, ei-
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ne eindeutige ID durh den GMPHDF und falls verfügbar eine eindeutige ID des

zugehörigen Online-Boosting.

5.2 Ausblik

Das System ist für die Personenverfolgung entwikelt worden, wie es zum Beispiel

in den RoboCup�Home-Challenges Follow Me und Restaurant benötigt wird. Es

besteht aber auh die Möglihkeit dieses System für weitere Challenges anzupas-

sen, z.B. für Coktailparty, wo es das Ziel ist bestimmten Personen ein Getränk zu

liefern. Mit dem Online-Boosting können die Personen gelernt und anshlieÿend

shnell identi�ziert werden. Da Online-Boosting auf AdaBoost basiert und dies

erfolgreih in der Gesihtserkennung getestet wurde ist eine Erweiterung dahinge-

hend shnell und einfah umzusetzen.
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